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국문요약

목적: 본 연구에서는 인공신경망을 이용하여 녹내장성 시야 진행을 예측할 수 있는지

알아보고자 하였다.

연구 대상: 1998 년부터 2018 년까지 서울아산병원 녹내장 클리닉에서 정기적으로 시야

검사를 시행한 3,313 명의 5,224 안을 대상으로 하였다.

연구 방법: 연속된 3 회의 검사를 기본 검사로 하여 이후 첫 검사 후 3 년 이내에 mean 

deviation (MD), pattern standard deviation (PSD) 과 visual field index (VFI),  세 가지

global indices 중 두 가지 이상이 기준치(MD; 1.46dB, PSD; 0.97dB, VFI; 3.69%) 이상

악화되었으며, 3 년 이상, 최대 6 년 동안 호전이 없는 경우 시야 진행군으로 분류하였다. 

3 회의 기본 시야 검사를 이용해 global indices 를 이용한 선형회귀모형, pointwise linear 

regression (PLR) 모형, 가우시안 혼합 모델을 통해 변환한 PLR 모형으로 기본검사 후 3 년째

MD, PSD 와 VFI 를 계산하여 예측된 시야진행여부를 판별하였다. 인공신경망 모형은 두

단계로 설계되었다: 첫 번째 단계에서는 각각 기본검사 후 1 년, 2 년과 3 년째 시야를

예측하는 세개의 인공신경망을 훈련시켰고, 두 번째 단계에서는 기본검사와 첫 번쨰

단계에서 예측된 시야를 이용하여 시야진행여부를 예측하였다. 시야진행 예측에 있어서

선형모형과 인공신경망모형의 성능을 비교하기 위해 민감도, 특이도 및 진단오즈비를

이용하였다.

결과: 5,224 안 중 327 안(5.92%)이 진행군으로 분류되었다. 진행군은 비진행군에 비해

유의하게 연령이 높았으며, 최초 MD, PSD 및 VFI 가 유의하게 나빴다 (모두 p < 0.001).

대상안 중 75%(3,918 안)는 트레이닝군으로, 나머지 25%(1,306 안)는 테스트군으로

배정하였다. 세 가지 선형회귀모형 중에서는 변환 PLR 모형의 성능이 가장 우수하여, 민감도

0.21, 특이도 0.80, 진단오즈비 1.67 을 보여주었다. 인공신경망 모형의 경우 선형 회귀

모형보다 훨씬 좋은 성능을 보여주었으며 area under the receiver operating characteristic 

curve (AUC) 0.86 으로 특이도 0.90 으로 계산 시 민감도 0.54 및 진단 오즈비 10.57 을

보여주었다.

결론: 선형회귀모형에 비해 인공신경망 모형이 녹내장성 시야 진행의 예측에 더 유용할 수

있음을 보여주었다.
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서론

녹내장은 2013년 40세에서 80세까지의 세계 인구 중 약 6천4백만명이 않고 있는 것으로

추정되었으며, 이 중 약 6백 9십만명이 중등도 이상의 원거리 시력장애를 가지고 있거나

혹은 실명한 것으로 추산된다.1,2 녹내장은 시신경의 손상이 진행하며 이에 따른 시기능의

손실이 동반되는 질환인데 전형적인 임상 양상은 주변부 시야 손상이 먼저 나타난 후

말기에 중심 시야 손상이 나타나는 것으로 되어 있다. 이와 같은 기능적 손실은 유의하게

호전되지 않는 것으로 알려져 있다.3 따라서 녹내장 치료의 일차적인 목표는 녹내장의

진행을 예방하는 것이며 치료적 결정에 있어서 녹내장성 시야 손상의 진행을 미리 예측할

수 있다면 많은 도움이 될 것으로 생각된다.

전통적으로 녹내장성 시야 손상의 추이를 분석하고 변화를 예측하기 위해 두 가지 선형

모형이 사용되어 왔다. 시야 검사의 mean deviation (MD)이나 visual field index (VFI) 등의

global index를 이용한 선형회귀모형과 각 시야지점별로 선형회귀분석(pointwise linear 

regression; PLR)을 시행하는 것이다.4–6 두 가지 모형 중에서는 PLR이 녹내장성 시야 손상의

진행 여부에 대한 임상적 판단에 더 유용하다는 연구결과가 있으며, 

비선형회귀모형들(이차회귀모델, 지수회귀모델, 로지스틱 회귀모델, M-추정량 로버스트

회귀모델)의 경우 선형회귀분석에 비해 유의한 우수성이 입증되지 못하여 널리 사용되지

않는다.7,8 또한 전통적인 회귀분석의 경우 신뢰성 있는 예측을 위해서는 비교적 많은 수의

검사가 필요하며 한 연구에 따르면 정확한 예측 결과를 보장하기 위해서는 적어도 10개

이상의 시야 검사가 필요하다고 한다.8

최근 기계학습 기술의 발전으로 녹내장의 기능적, 구조적 평가 및 예측을 위해 다양한

기계학습 기법들이 적용되고 있다.9 대표적으로 시야에 관련해서는 최근 Wen 등이 0.5년

간격으로 최소 0.75년에서 최대 5.5년 간격의 시야 검사 쌍들을 만든 다음 딥러닝을 이용해

시야손상의 진행을 예측하는 모형을 만들었으며, 기존의 선형회귀 모형들과 비교하여

딥러닝 모형에서 pointwise mean absolute error (PMAE)가 유의하게 낮음을 보고하였다.10

본 논문에서는 딥러닝 기법을 이용하여 연속된 3개 시야 검사 결과만을 가지고 이후 약

3년간 발생할 시야 결손의 진행을 예측할 수 있는지를 검증하고자 하였다.
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방법

대상

본 연구에서는 1998년 5월부터 2018년 5월까지 서울아산병원 녹내장클리닉을 방문한

환자 중 초진 시 30세 이상이며, 3년 이상 정기적으로 험프리 시야검사계(Humphrey Field 

Analyzer; Carl Zeiss Meditec, Dublin, CA)의 Swedish Interactive Threshold Algorithm과

standard 24-2 프로그램을 이용한 시야검사를 시행하였으며, 신뢰성 있는 시야검사(가양성

15% 미만, 가음성 15%미만, 시고정소실 20% 미만) 중 3년 이상의 기간동안 시야검사를 7회

이상 시행한 환자 4,959명의 8,521안을 일차적으로 선별하였다. 대상안의 선별과 녹내장성

시야손상의 진행여부를 판단하기 위해 절단값 (cut-off value)을 정할 필요가 있었기에,

다음과 같은 방법으로 구하였다: 1) 우선 전체 84,908개의 시야 검사 중 각 안 별로 첫 세

검사를 제외하였고, 2) 각 안 별로 이후 3년간 시행된 시야 검사를 선별한 다음, 3) 각 안

별로 MD, PSD와 VFI의 분산을 구한 다음 그 평균의 제곱근을 절단값으로 삼았다(MD 

1.46dB, PSD 0.97dB, VFI 3.69%). 과도한 단기시야변동을 배제하기 위하여 각 안 별로 이전

시야 검사 대비 MD와 VFI의 향상폭이 상기 절단값보다 작은 연속적인 3개 시야 검사 중

시간적으로 가장 빠른 3개 검사를 기본 검사로 삼았다. 또한 정기적이고 지속적인 경과

관찰을 보장하기 위해 기본 검사 이후 첫 검사로부터 3년 이내 시야 검사를

시행하였고(평균 2.74±1.38회), 3년 이후 6년 이내에도 시야 검사를 시행한(평균

2.23±1.30회) 경우만을 선별하였으며 그 결과 3,313명의 5,224안이 연구대상이 되었다. 이

중 25%를(1,306안) 무작위로 추출하여 테스트군으로 배정하고 나머지 75%(3,918안)은

트레이닝군으로 배정하였다.

시야 진행군과 비진행군의 분류

시야진행을 판단하기 위해 기본 검사 후 첫 번째 검사로부터 3년 이내에 MD, PSD와 VFI 

중 두 가지 이상이 기본 검사의 평균치보다 절단값 이상 악화되었으며 (MD 기준으로

1.46dB 이상, PSD는 0.97dB이상, VFI는 3.69% 이상), 악화된 이후 6년까지의 경과 관찰 기간

동안 단 한번도 해당 지표들이 기준치보다 개선되지 않은 경우 시야진행군으로 분류하였다.

기본 검사 후 첫번째 검사로부터 6년 이상 경과한 시점의 시야검사는 연구대상에서

제외하였다.
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Global indices 의 계산

PLR을 이용해 예측된 시야의 시야결손 진행여부를 판별하기 위해서는 MD, VFI와 PSD를

산출할 필요가 있어 2003년 5월부터 2013년 5월까지 서울아산병원 녹내장클리닉을 방문한

환자 중 30세부터 75세까지 1세 단위로 정상안 (교정시력 0.8 이상, 시신경유두 및

망막신경섬유층의 형태학적 이상이 없으며, 시야 검사에서 patter deviation (PD) plot에서

비정상점이 없으며, MD > -0.5이고 VFI 100%인 안)을 각 50안씩 선정하였으며, 75세 이상

정상안 150안을 따로 선정하였다. 이후 상기 모집된 정상군을 이용하여 기존에 기술된

방식대로 MD, pattern standard deviation (PSD)와 VFI를 계산하였다.11–13

가우시안 혼합모델을 이용한 시야 감도역치의 변환

인공신경망 계산의 효율을 향상시키기 위해 데시벨로 측정된 시야 감도 역치를 0과

1사이의 값으로 변환하였으며 이를 위해 트레이닝군과 테스트군을 포함한 84,908개의 시야

검사의 각 54개 점에 대해 1dB 이상인 감도역치분포를 scikit-learn의 Bayesian Gaussian

Mixture() 함수를 이용하여 두 개의 가우시안 분포로 근사하였다. 그 다음, 평균값이 더 낮은

가우시안 분포의 누적분포함수를 이용하여 감도 역치의 데시벨 값을 변환하였다 (그림 1).14–

17

그림 1. 변환에 사용된 각 점 별 정규 분포의 평균과 표준편차 (A), 상측의 최비측 점 (진한

테두리로 표시)의 히스토그램 및 가우시안 혼합 모델을 이용한 근사 (B), 근사된 두 가우시안

분포 중 평균값이 낮은 분포의 누적분포함수 (C).
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인공신경망 모델

우선 분석을 위한 준비단계로 트레이닝군과 테스트군의 모든 시야검사를 가우시안

혼합모델을 이용해 변환한 다음 8x9 크기의 2차원텐서로 만들었다. 인공신경망 모델은 두

단계로 설계되었다. 첫 번째 단계에서는 기본 검사 3개를 8x9x3의 3차원 텐서로 적층한

다음, 기본 검사 이후 365일까지, 366일에서 730일까지, 731일에서 1095일까지의 세

기간별로 시행된 시야 검사 1개와 가능한 모든 짝을 만들어 세 개의 동일한 구조의

인공신경망을 훈련시켰다. 두 번째 단계에서는 첫 번째 단계에서 훈련된 세 가지

인공신경망을 이용하여 기본 검사 3개로 이루어진 3차원 텐서를 각 시간대에 대한

인공신경망의 예측에 해당하는 세 개의 시야 검사로 변환하였으며 이를 순서대로 적층하여

두 번째 8x9x3의 3차원 텐서를 생성하였다. 이렇게 생성된 기본 검사와 예측 검사의 두

8x9x3 텐서를 입력으로 하여 시야 검사 여부에 대해 인공신경망을 훈련하였다. 두 가지의

인공신경망 훈련에는 트레이닝군만 이용하였으며 손실 함수로는 두 모델 모두 binary

crossentropy를 이용하였다. 첫 번째 단계의 3개 신경망은 최적화 알고리즘으로 Adam 법을

이용해 각각 300에폭만큼 훈련하였다. 두 번째 단계의 신경망은 최적화 알고리즘으로

모멘텀 확률적 경사하강법을 이용하였으며 과적합을 피하기 위해 검증손실값이 연속 2회

이상 증가한 경우 훈련을 중단하였다 (그림 2 및 부록 1).

그림 2. 인공신경망을 이용한 녹내장성 시야손상 예측모형의 모식도.
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선형회귀 모델

인공신경망모델과 비교를 위하여 세 가지의 선형회귀모형을 구축하여 기본 검사 후

3년(1095일)이 경과한 시점에의 예상치를 구한 후 시야 진행군과 비진행군의 분류에 사용된

것과 같은 기준으로 (기본검사 대비 MD:1.46 dB, PSD: 0.97dB, VFI 3.69% 중 두 가지 이상

악화) 시야 진행과 비진행의 예상치를 구하였다. 첫 번째 모형은 MD, PSD와 VFI에 대하여

각각 선형회귀분석을 시행하였으며, 두 번째 모형은 시야의 54개 점에 대해 각각

선형회귀를 시행하는 PLR을 사용하였으며, 예측된 감도 역치의 범위는 0dB 이상,

50dB미만으로 제한하였다. 세 번째 모형은 상기 기술한 가우시안 혼합 모델을 이용하여 각

점을 누적분포함수로 변환한 다음 PLR을 시행하고 역 누적 분포 함수(percent point 

function)를 이용하여 다시 데시벨로 변환하였으며 PLR과 마찬가지로 예측된 감도 역치의

범위는 0dB 이상, 50dB미만으로 제한하였다.

통계적 분석

인공신경망 분석에는 Python (version 3.7, https://www.python.org/)환경에서 구동되는

Tensorflow (version 2.3, https://www.tensorflow.org/)와 Keras(version 2.4, 

https://keras.io/)를 이용하였다. 기타 통계적 분석에는 SAS 9.4 (SAS Institute Inc., Cary, 

NC)를 이용하였으며 범주형 자료의 비교에는 카이제곱검정을, 연속형 변수의 비교에는

독립 t-검정을 적용하였다.

결과

연구에 포함된 3,313명의 평균연령은 56.6세였으며 5,224안의 기본검사 3회의 평균 MD는

-3.99 (±5.48)dB, VFI는 88.7 (±16.9)%였으며 기본 검사의 첫 검사로부터 평균 7.25

(±2.89)년 동안 평균 8.74 (±2.72)번의 검사를 시행하였으며 트레이닝군과 테스트군에서

유의한 통계척 차이는 없었다 (표1). 경과 관찰 시작 시 연령은 시야 진행군에서 59.6세로

비진행군의 56.3세보다 더 높았으며 (p < 0.001), 시야 진행군에서는 3회 기본검사의 평균

MD (-7.04dB vs -3.76dB, p < 0.001), PSD (7.50dB vs 4.54dB, p < 0.001)와 VFI (79.8% vs 

89.3%, p < 0.001)가 모두 비진행군에 비해 유의하게 나빴다 (표2).
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표1. 트레이닝군과 테스트군의 기본 특성

Train group Test group p-value

Patients, count 3375 1249

Eyes, count 3918 1306

Laterality (right eye), count 1949 (50.3%) 645 (49.4%) 0.823

Age, years 56.5 (11.7) 56.6 (11.8) 0.707

No. of HVF tests, count 8.73 (2.83) 8.77 (3.05) 0.668

Follow-up time, years 7.24 (2.77) 7.27 (2.54) 0.669

Initial MD, dB* -3.96 (5.41) -4.09 (5.67) 0.478

Initial PSD, dB* 4.69 (4.05) 4.82 (4.17) 0.332

Initial VFI, %* 88.8 (16.7) 88.3 (17.4) 0.319

*Arithmetic mean of three baseline tests

HVF: Humphrey visual field, MD: mean deviation, PSD: pattern standard deviation, VFI: visual field index

Numbers in the parentheses are standard deviations if not denoted otherwise.

표2. 시야 진행군과 비진행군의 기본 특성

Not progressed Progressed p-value

Eyes, count 4897 327

Laterality (right eye), count 2419 (49.4%) 175 (46.5%) 0.149

Age, years 56.3 (11.6) 59.6 (12.4) <0.001*

No. of HVF tests, count 8.73 (2.86) 8.88(3.28) 0.423

Follow-up time, years 7.27 (2.72) 6.82 (2.57) 0.002*

Initial MD, dB -3.76 (5.44) -7.04 (5.19) <0.001*

Initial PSD, dB 4.54 (4.04) 7.50 (3.75) <0.001*

Initial VFI, % 89.3 (16.7) 79.8 (16.5) <0.001*

*statistically significant at p < 0.05 level **Arithmetic mean of three baseline tests

HVF: Humphrey visual field, MD: mean deviation, PSD: pattern standard deviation, VFI: visual field index

Numbers in the parentheses are standard deviations if not denoted otherwise.

인공신경망을 이용한 시야결손 진행의 예측결과 area under the receiver operating 

characteristic curve (AUC)값은 0.86으로 나타났으며 특이도를 0.90으로 계산할 경우

민감도는 0.54로 나타났다 (그림 3). 선형회귀모형의 경우, 세 모형 모두 음성예측도는

0.93으로 나타났으나 민감도는 최고 0.21에 불과하였으며(변환 PLR 모형) 특이도 역시

인공신경망모형보다 낮았다 (변환 PLR 모형에서 0.8). 선형회귀모형의 경우 AUC를 그릴 수

없으므로 진단오즈비로 비교할 경우 인공신경망의 10.57에 비해 가장 우수한 변환 PLR 
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모형에서 1.06으로 선형회귀모형에 비해 인공신경망모형이 약 10배가량 우수한 것으로

나타났다. 실제 분류와 예측된 분류가 일치하는 정도를 나타내는 Cohen’s kappa값은

인공신경망에서 0.31이었으며 선형모형에서는 0.01 미만으로 이 역시 인공신경망이 훨씬

우수하였다.

그림 3. 테스트군에서 인공신경망을 이용한 녹내장 진행 예측의 receiver operating 

characteristic curve 및 특이도 0.90에서 오분류표.

표 3. 테스트군에서 인공신경망 및 선형회귀모형을 이용한 녹내장 진행의 예측 정확도.

* Cohen's kappa

**Visual field thresholds have been transformed using Gaussian mixture model before PLR and inverse-

transformed after regression.

PPV = positive predictive value, NPV = negative predictive value, DOR = diagnostic odds ratio

Sensitivity Specificity PPV NPV DOR Kappa*

Neural network model 0.54 0.90 0.29 0.96 10.57 0.31

Indices linear model 0.19 0.75 0.05 0.93 0.70 -0.03

Pointwise linear model 0.03 0.96 0.06 0.93 0.74 -0.01

Transformed pointwise linear model** 0.21 0.80 0.07 0.93 1.06 0.01
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고찰

본 연구에서는 인공신경망을 이용하여 신뢰성 있는 단 3개의 시야검사 결과만으로도 향후

3년간 시야진행을 AUC 0.86 수준으로 예측할 수 있음을 보였다. 특이도를 0.90으로 계산할

경우, 본 연구에 사용된 인공신경망 모형이 시야결손이 진행하지 않을 것으로 예측한 경우

실제 약 96%에서 진행하지 않았으며, 진행할 것으로 예측한 경우에는 약 29%에서 실제로

진행한 것으로 나타났다.

시야진행여부를 결과값으로 삼았기 때문에 시야진행여부를 판단하는 방법이 중요하다.

녹내장 전문의가 진행여부를 판독하는 것이 가장 이상적이겠으나, 본 논문과 같이 자료의

양이 많을 경우 현실적으로 다수의 전문의가 모두 판독하기에 어려움이 있으며, 선행연구에

따르면 녹내장 전문의간의 판독 일치율도 median kappa = 0.32 수준으로 완벽하지

못하다.7 따라서 본 연구에서는 MD, PSD와 VFI를 기준으로 녹내장 진행여부를 판단하였다.

아직까지 global indices에서 어느 정도의 변화가 유의미한 시야진행으로 볼 수 있는지에

대한 표준적인 수치는 없으며, Early Manifest Glaucoma Trial의 경우 시야진행이 없다고

판단된 치료군에서 median MD 진행속도는 -0.03dB/month로 36개월로 환산할 경우 약 -

1.08dB/3yrs 가 된다.18 다수의 선행연구들을 종합하여 분석한 De Moraes et al. 에 따르면

FDA에서 공인된 녹내장 진행의 기준인 Glaucoma Change Probability (GCP) criteria 에

해당되는 MD의 감소속도는 -0.5 dB/yr 이상이라고 하였으며 이는 본 연구에서 사용한 MD 

-1.46dB/3yrs 와 근사한 수치이다.19 녹내장 환자에서 MD, PSD와 VFI의 수치 및 변화가

상당한 차이가 있음이 알려져 있으며 본 논문에서는 한가지 index에 전적으로

의존하기보다는 세가지 index 중 두가지 이상이 악화된 경우에만 녹내장 진행으로

판단하였다.20–22

선형회귀모형의 경우 3개의 검사만으로는 좋은 결과를 얻기 어려웠으며 가우시안

혼합모델 변환을 적용한 모형이 다소 향상된 예측력을 보였다. 가우시안 혼합모델을 이용한

기법들은 CT, MRI, 병리 슬라이드 등 의학분야에서 광범위하게하게 활용되고 있으며,

안과학적으로도 안저사진의 정합 (registration)이나 전안부안구광학단층촬영을 이용한

원발폐쇄각의증의 분류 등에 활용되었다.23–27 시야검사에서는 각 점이 정상역치보다

감소했는지 여부를 판별하는 것이 중요하며, 기존에 널리 사용되고 있는 MD, PD, PSD와

VFI 모두 동 연령대에서 각 점의 정상적인 감도역치의 분포에 근거하여 비교하여 산출되고

있다. 본 연구에서는 데시벨 단위를 0에서 1로 변환 시 기본적인 정규화 방식보다 비정상
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감도역치를 잘 반영하는 변환방식을 찾고자 하였다. 널리 사용되는 로지스틱 함수를 포함한

시그모이드형 함수를 이용할 경우 비정상 감도역치를 잘 반영하는 매개 변수를 계산할

필요가 있다. 본 연구에서는 연구대상 시야검사의 감도역치가 정상역치 부근에 밀도있게

분포하고 있음에 착안하여 정상역치에 인접한 다수의 점들을 가우시안분포로 근사하고

나머지 정상감도보다 감소한 점들을 대표할 수 있는 제2의 분포를 근사하고자 하였다.

본 연구에서는 시야자료를 convolutional neural network (CNN)을 이용하여 통상적인 red, 

green, blue 의 3 채널 이미처럼 분석하였다. 시계열자료의 활용을 위해 1 단계

신경망모형에서 연속되는 3 개 시야와 그 후 각각 1 년, 2 년 , 3 년안에 시행된 시야검사와

가능한 모든 짝을 만들어 3 개의 인공신경망을 훈련시키는 일종의 sliding window 방법을

사용하였다.28 하지만 2 단계 인공신경망에서는 각 안별로 기본검사 3 개만을 이용하였으며

이러한 방법으로는 각 안의 누적된 모든 시야검사를 활용할 수 없어 임상적으로 중요한

정보를 누락시키는 결과로 이어질 수 있다. 본 연구에서 사용한 CNN 모형의 또다른 문제로,

각 시야검사간의 시간적 간격을 반영기 어렵다. 이를 보완하기 위해 상기한 바와 같이

1 단계 모형에서는 시야검사들을 1 년 단위로 분할하였으며, 시야진행의 기준도 3 년 이내

진행으로 제한하였다. 하지만 실제 임상에서 시야검사가 꼭 정기적으로 이루어지는 것이

아니며 시야손상의 진행속도 역시 매우 중요한 고려사항이므로 시간정보를 활용하지

못하는 것은 중요한 제한점이라 할 수 있다.

이러한 한계점을 극복하기 위해 활용할 수 있는 분석기법 중에 대표적인 것으로 순차

분석과 시계열 분석이 있다. 순차적 자료의 대표적인 예는 자연어 처리이며, 과거부터

인공지능 분야에서 적극적으로 연구되어왔다. 특히 인공신경망에서는 순차적으로 입력되는

자료에서 은닉 상태(hidden state)를 통해 과거 자료의 특성을 기억하고 새로 입력된 값을

적용해 갱신하는 recurrent neural network (RNN)의 개념이 1982 년에 이미 제안되었으며,

이를 토대로 발전시킨 long short term memory networks (LSTM)이나 2014 년에 조경현

박사가 제안한 gated recurrent units (GRU) 등이 널리 활용되고 있다.29–31 RNN 계통 모형의

경우 순차적으로 자료를 입력해야하는 단점이 있어 병렬화에 어려움이 있으며 최근에는

자연어처리에서 self-attention 만으로 구성된 네트워크가 더욱 좋은 성능을 보이고 있다.32

인공신경망을 이용한 시계열 분석 역시 상기한 CNN 과 RNN 을 포함하여 다양한 기법들이

연구되고 있으나 대부분의 시계열 모형은 시간간격이 일정하며 시간적으로 오래 축적된

자료를 대상으로 한다.33 이에 비해, 임상적 자료는 다양한 형식의 자료가 섞여있으며,
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잡음이 많으며 (noisy), 기간이 불규칙하고, 많은 자료의 확보가 어려우며, 각 개인별 차이가

크며 시간적으로는 많은 자료가 축적되기 어려운 특성이 있으며 이에 따라 임상적 자료의

특성에 보다 적합한 인공신경망을 개발하기 위한 연구들이 이루어지고 있다.34–36

Wen et al. 은 한 시점의 시야검사로 향후 5 년까지의 시야를 예측하는 연구를

진행하였으며 선형모형과 비교하여 인공신경망 모형이 유의하게 우수함을 보고하였다.10 본

연구는 상기 연구와 CNN 을 활용하여 각각 다른 시간대의 시야검사들을 짝을 지어

분석하였다는 점에서 유사성이 있으나 뚜렷하게 발전된 몇 가지 특징이 있다. 우선,

입력으로 한 개의 시야검사 대신 연속적이면서 서로 다른 시점의 3 개의 시야 검사를

사용함으로써 시간에 따른 시야결손의 변화를 보다 잘 반영하고 있으며, 2 단계

신경망에서는 시야결손 진행 예측의 정확도를 평가하므로서 임상적 유용성을 높였다.

인공신경망을 비교하는 기준인 선형모형의 경우 상기 연구에서는 한 시점의 검사만으로는

회귀분석이 불가능하기 때문에 상기 연구에서는 모든 안의 시야 진행속도를 정규분포로

가정하여 일률적으로 적용하였기에 임상에서 활용되는 선형회귀분석과는 차이가 있으며

시야결손의 양상에 따른 시야진행속도의 차이를 반영하기 어려운 한계가 있으나, 본

연구에서는 세 시간대의 시야검사를 이용해 선형회귀분석을 시행하였기에 보다 임상적

관련성을 높였다.

본 연구에서는 5,224 안을 대상으로 하였으나 통상적으로 딥러닝에 사용되는 자료에

비하면 양적으로 많은 부족함이 있으며, 트레이닝군과 테스트군의 손실값이 테스트군

기준으로 AUC 0.86 인근에서 더 이상 동행하지 못하고 발산되는 현상이 발생하였다. 또한

본 연구에서는 시야검사만을 이용하였지만 실제 임상에서는 시야검사 이외에도 안압, 

세극등검사, 치료에 대한 순응도, 안저사진과 안구광학단층촬영 등의 다양한 소견들을

종합해서 시야진행 가능성을 판단하게 된다. 보다 다면적이고 종합적인 자료의 수집과 보다

발전된 인공신경망모형의 개발을 통하여 본 연구보다 향상된 예측결과를 얻을 수 있을

것으로 기대된다.
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부록 1. 본 연구에서 사용된 인공신경망의 모식도: 1 단계 모델 (A)와 2 단계 모델 (B)
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Abstract

Purpose: To assess predictability of glaucomatous visual field (VF) progression using 

artificial neural network.

Participants: A total of 5,224 eyes of 3,313 glaucoma patients who underwent regular 

VF examination at the glaucoma clinic of Asan Medical Center between 1998 and 2018.

Methods: Eyes which had shown significant deterioration in at least two criteria based 

on global indices (mean deviation MD worse than 1.46dB, pattern standard deviation 

(PSD) 0.97dB, and visual field index (VFI) < -3.69%) in three years from the first test after 

consecutive 3 baseline VF tests and the deterioration was kept after 3 years up to 6 

years were classified as progression group. Three linear models, linear regression based 

on global indices, pointwise linear regression (PLR) and PLR after transformation through 

Gaussian mixed model were fitted with the three baseline tests. Predicted MD, PSD and 

VFI at 3 years after baseline tests from linear models were calculated to determine 

predicted progression. Neural network was constructed in two stages: first stage 

consisting of three networks predicting visual field at one, two and three years after 

baseline tests respectively, and the second stage predicting visual field progression using 

three baseline tests and predicted three tests from the first stage. Linear and neural 

network models were compared using sensitivity, specificity and diagnostic odds ratio 

(DOR).

Results: Among 5224 eyes, 327 eyes were classified as progression group (5.92%). 

Progression group had significantly higher age, worse initial MD, PSD and VFI than non-

progression group (p < .001 for all). Training set was constructed with 75% of eyes 

(3,918 eyes) and remaining 25% of eyes (1,306 eyes) were used as test set. Of three 

linear models, transformed PLR has performed the best with sensitivity of 0.21, specificity 

of 0.80 and DOR of 1.06. The neural network model was significantly better with area 

under the receiver operating characteristic curve (AUC) of 0.86 and sensitivity of 0.54 at 

specificity 0.90 resulting in DOR of 10.57.

Conclusion: The neural network model has shown significantly better performance than 

linear models for the prediction of the VF progression.
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